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RESUMEN

Este estudio evalua la aplicacion de redes
convolucionales de grafos (GCN) para el mapeo
prospectivo mineral (MPM) de poérfidos-skarn de
cobre en la franja Andahuaylas-Yauri, zona
metalogenética relevante del sur de Peru. Se
integraron datos geocientificos publicos
(geoquimica, litologia y contactos litolégicos) en
mapas de evidencia, los cuales nutrieron cuatro
modelos de machine learning: Random Forest,
perceptron multicapa (MLP), red neuronal
convolucional (CNN) y GCN. Se empleé validacion
cruzada espacial con k-means para evitar el sesgo
espacial inherente al bajo numero de ocurrencias
conocidas. Los resultados muestran que tanto MLP
como GCN alcanzan los mayores valores de AUC
(0.910 y 0.907, respectivamente), superando a RF
y CNN. Sin embargo, las predicciones de la GCN
presentan mayor coherencia espacial y geoldgica,
identificando zonas favorables que corresponden a
los procesos mineralizantes esperados segun el
modelo de sistema mineral. El uso de redes de
grafos permite incorporar de forma efectiva la
estructura espacial de los datos, optimizando la
delimitacion de areas prioritarias para la
exploracién de cobre. Este enfoque representa un
avance relevante en la integracion de inteligencia
artificial aplicada a la exploracién mineral.

1. Introduccion

El mapeo prospectivo mineral (MPM) implica la
integracion 'y representacion cartografica de
diversos conjuntos de datos geocientificos, que
actuan como proxies espaciales del sistema
mineral que se desea modelar, con el objetivo de
identificar y delimitar areas de exploracién que
presenten una mayor probabilidad relativa de
albergar una ocurrencia mineral de interés. Este
proceso es especialmente adecuado en regiones
que cuentan con un historial suficiente de
exploracién, lo cual permite definir datos de
entrenamiento para cuantificar las asociaciones
espaciales entre mineralizaciones conocidas vy
distintos criterios de orientacion en la exploracion,
representados a través de mapas predictivos como

proxies del sistema mineral considerado (Ford,
2019).

Dentro del MPM sustentado en enfoques basados
en juicio experto, se emplean técnicas semi-
automatizadas que requieren la intervencion de
profesionales, tales como pesos de evidencia y
l6gica difusa (Joly et al., 2012). Estos métodos
permiten evaluar la relacién entre la presencia de
mineralizacién y la distribucion de variables
predictoras, facilitando la priorizacién de zonas
favorables para la exploracion. Asimismo, se han
incorporado algoritmos de aprendizaje automatico
(ML), incluidas redes neuronales y bosques
aleatorios, que posibilitan el analisis eficiente de
grandes volumenes de datos, identificando
patrones complejos y sutiles asociaciones
espaciales entre los distintos factores geolégicos
que influyen en la formacion y localizacién de
depositos minerales (Sun et al., 2020).

Zuo & Xu (2023) publicaron un caso de estudio
demostrando las ventajas de aproximarse a esta
tarea con algoritmos basados en grafos, en
comparacion con los basados en imagenes. El
algoritmo rescatado de dicho estudio es la red
convolucional de grafos (GCN), ya que sugiere
tener un mejor desempefio que la red neuronal
convolucional (CNN). Esta investigacion es un caso
de estudio que compara el desempefio de la
propuesta GCN con otros algoritmos de ML
ampliamente usados en MPM.

2. Objetivos

Objetivo general:

e Comparar el desempefio del modelo GCN con
otros modelos usados comunmente en MPM.

Objetivos especificos:

e Procesar informacion geoldgica de distintas
fuentes de libre acceso para generar mapas de
evidencia.

e Entrenar un modelo de grafos para generar un
mapa de probabilidad de ocurrencias minerales
en base a los mapas de evidencia.

e Evaluar el desempefio de distintos modelos de
Machine Learning al predecir depdsitos de Cu.



3. Metodologia

3.1. Areade estudio y datos

3.1.1. Descripcion geografica y geoldgica

El estudio se delimita a la franja metalogenética del
sur de Peru de Andahuaylas Yauri (Perello et al.,
2003), el cual esta limitado al norte por la deflexién
de Abancay y al sur por el altiplano. La franja tiene
varios yacimientos de tipo Porfido y Skarn de Cu
emplazados en secuencias  sedimentarias
cretacicas afectadas por las  diferentes
deformaciones andinas (Fases Peruana e Inca). El
origen de estos yacimientos se atribuye a las series
calcoalcalinas Eocenas-Oligocenas del Batolito
Andahuaylas Yauri (Perello et al., 2003).

3.1.2. Modelo del sistema mineral

Un sistema mineral se define por todos los factores
geologicos que controlan la generacion 'y
preservacion de la mineralizacion, y describe todos
los procesos que abarcan; desde el origen,
transporte 'y su posterior concentracion y
preservacion (Knox-Robinson & Wyborn, 1997;
McCuaig et al., 2010; Wyborn et al., 1994). Los
factores geologicos mas criticos del sistema
mineral han ido cambiando y mejorando a través de
los afios dependiendo de la escala de estudio
(Hagemann et al., 2016; Joly et al., 2012; McCuaig
et al, 2010), resumiéndose actualmente en
procesos de fuente, flujo, trampa y depdsito. Estos,
a su vez, se describen por cada tipo de yacimiento
segun los juicios de expertos. El MPM se llevo a
cabo aplicando el modelo de sistema mineral
planteado por Hagemann et al. (2016) integrando
toda la informacion geolégica disponible
(geoquimica, litologias, y otros) dentro de procesos
geoldgicos criticos (Fuente, Flujo y Trampa) por la
escala regional del estudio (Figura 1).
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Figura 1. Sistema Mineral de Pérfido de Cobre en términos de
procesos criticos (Fuente, flujo, trampa, depésito) a diferentes
escalas (regional a local) (modificado de McCuaig et al., 2010).

3.1.3. Mapas de evidencia de proceso de fuente

La informacioén geoldgica fue descargada desde la
aplicacion Geocatmin, del Instituto Geoldgico,
Minero y Metalurgico (INGEMET, 2024) del Peru.
Los procesos petrogénéticos que se desarrollan
dentro de la evolucidon de un arco magmatico
derivan en la combinacion de ciertas caracteristicas
fisicoquimicas (fugacidad de O,, contenido de H,0,
volumen de magma, etc.) que han sido un foco de
estudio importante en la formacion de yacimientos
de tipo porfido durante los ultimos afos (Chiaradia,
2021; R. R. Loucks & Fiorentini, 2023; R. Loucks,
2014; Luffi & Ducea, 2022). Dentro del marco de
fuente, la litogeoquimica de intrusivos permite
interpretar las condiciones de formacion y
correlacionarlo con los parametros quimicos
mencionados. Otro factor importante, y menos
tratado, es el espesor cortical, el cual influye
directamente en el estado de oxidacion del magma
y la cantidad de agua disuelta (Chiaradia, 2021). En
este estudio se utilizaron ratios litogeoquimicos
demostrados que correlacionan de manera general
con los proxies magmaticos (fertilidad) y corticales
para definir si un magma puede ser favorable en
generar depositos de tipo porfido de Cu (Figura 2).
Se eligié una grilla de 1 km x 1 km para discretizar
el mapa y asignar valores a cada centro de pixel, y
se incluyeron 35 depodsitos de Cu de la zona,
generando un mapa de evidencia binario de
ocurrencias: 1 donde hay ocurrencia y 0 donde no.

3.1.4. Mapas de evidencia de proceso de flujo

En la franja Andahuaylas-Yauri existe un control
estructural particular en la mayoria de los
yacimientos de tipo poérfido-skarn de Cu
reconocidos. Generalmente se les ha encontrado
asociados a pliegues (anticlinales y sinclinales) de
rumbos NWSE-EW. Sin embargo, también se
destacan corredores de rumbos NESW-NS, que
alinean algunos yacimientos (Ej. Los Chancas,
Leticia, Cotabambas, Morosayhuas) y que, a escala
distrital, representan fuertes zonas de
fracturamiento importantes en la permeabilidad
para el transito de fluidos. Se analizé la informacion
publica de fallas y pliegues dentro de la zona de
estudio mediante interpolaciones  directas
(densidad de estructuras, interseccion de
estructuras, buffering) y patrones estructurales
fractales. Sin embargo, con la informacién
disponible, no se encontré relacion entre las
estructuras y los depdsitos conocidos, por lo que se
decidié excluir las estructuras del mapa
prospectivo.

3.1.5. Mapas de evidencia de proceso de
trampa

En Andahuaylas-Yauri, las zonas de contacto entre
intrusivos  fértiles y paquetes sedimentarios
(calizas, arenas, limolitas, lutitas) representan un



mecanismo importante para concentrar fluidos
mineralizantes y desarrollar procesos geoquimicos
que permitan la deposicion de metales. A pesar de
que las aureolas de contacto de los yacimientos en
esta franja; a manera general, son bastante
irregulares en tamafio y forma (Perello et al., 2003),
sirven como trazadores para delimitar zonas
favorables en la formacion de estos yacimientos.
Bajo el contexto mencionado, se utilizaron cinco
interpolantes de distancia en intrusivos y rocas
sedimentarias con el fin de resaltar estas zonas de
contacto, y se generaron mapas de distancia a cada
litologia y zona de contacto.

3.1.6. Preprocesamiento y preparacion

Los mapas de evidencia (o variables) constan del
mismo numero de pixeles. Estos fueron
concatenados en un solo arreglo de datos (matriz),
donde cada fila representa un pixel y cada columna,
una variable (Figura 2). Las variables de fuente solo
fueron generadas completamente para las
litologias que tenian muestras geoquimicas. Ello
deja 50% de pixeles sin variables de fuente. Para
su imputacién se reviso en la literatura los valores
promedio de cada elemento, por litologia; se
calcularon los ratios correspondientes (por ejemplo,
Sr/Y); y se asignd cada resultado a los pixeles
vacios de cada litologia. Luego, cada variable fue
normalizada entre 0 y 1, dividiéndola entre su valor
maximo.
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Figura 2. Resumen de variables geoldgicas definidas en
Fuente y Trampa.

3.2. Modelos predictivos

3.2.1. Random Forest (RF)

El modelo RF (Breiman, 2001) es un método de
aprendizaje automatico basado en el concepto de
ensamble de arboles de decision. Su idea central
es combinar multiples arboles para crear un
predictor mas fuerte y robusto. Cada arbol en el
bosque se construye a partir de un subconjunto
aleatorio de los datos originales (método conocido
como bagging, abreviatura de bootstrap
aggregating), y en cada nodo del arbol solo se

considera un subconjunto aleatorio de variables
para decidir la division. Este enfoque introduce
diversidad entre los arboles y reduce la correlacion
entre ellos, lo que ayuda a evitar el sobreajuste, uno
de los principales problemas de los arboles de
decision individuales. ElI modelo produce la
prediccion final combinando la salida de todos los
arboles: mediante votacibn mayoritaria en
clasificacion o promedio en regresion. Su aplicaciéon
en MPM es vasta (Ford, 2019; Hariharan et al.,
2017; Zheng et al., 2023), mostrando resultados
positivos y sobresalientes con respecto a modelos
mas sofisticados como redes convolucionales (Sun
et al., 2020). A pesar de ser un modelo publicado
en 2001, RF y otros modelos basados en arboles,
como XGBoost, suelen tener un mejor desempefio
predictivo frente a modelos de aprendizaje profundo
(Grinsztajn et al., 2022), principalmente, porque
trabajan mejor con patrones irregulares, variables
con ruido y resultados con limites de decision no
suavizados.

3.2.2. Multilayer Perceptron (MLP)

El modelo MLP es una arquitectura clasica de redes
neuronales artificiales ampliamente utilizada en
tareas de clasificacion y regresion. Consiste en una
red de nodos organizados en capas (una capa de
entrada, una 0 mas ocultas y una capa de salida),
donde cada nodo aplica una transformacion no
lineal sobre una combinacion ponderada de sus
entradas. El aprendizaje se realiza mediante el
algoritmo de retropropagacion (backpropagation) y
optimizacion por descenso del gradiente.
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Figura 3. Arquitectura tipica de un MLP.

A diferencia de modelos lineales o basados en
reglas, el MLP es capaz de modelar relaciones no
lineales complejas entre multiples variables de
entrada (Sun et al., 2020). En el contexto del MPM,
los MLP han sido utilizados con éxito para
identificar patrones sutiles y no lineales entre
variables geoquimicas, geofisicas y geoldgicas,
que pueden estar asociados con la presencia de
mineralizaciones ocultas. Su capacidad para
capturar estas relaciones permite superar las
limitaciones de técnicas mas tradicionales basadas
en umbrales o analisis lineales. Diversos estudios



han demostrado su eficacia en regiones con
geologia compleja o informacion incompleta
(Mantilla Dulcey, 2023; Sun et al., 2020; Yousefi &
Carranza, 2015).

El desempefio de los MLP depende fuertemente de
una correcta seleccion de hiperparametros,
arquitectura con regularizacion y del
preprocesamiento de los datos (normalizacion,
manejo del desbalance, etc.). Suelen tener mejor
desempefio con respecto a los modelos basados en
arboles cuando las relaciones entre variables son
altamente no lineales y suaves, aunque pueden ser
superados cuando los datos presentan ruido,
valores atipicos o patrones discontinuos (Grinsztajn
et al., 2022).

3.2.3. Convolutional Neural Network (CNN)

Las CNN son una clase de redes neuronales
profundas disefiadas para capturar patrones
espaciales en datos estructurados, como imagenes
o mapas. A diferencia de modelos tradicionales, las
CNN consideran de manera mas compleja las
relaciones entre elementos vecinos, permitiendo
identificar  estructuras, texturas y patrones
espaciales relevantes en sus aplicaciones
tradicionales (LeCun et al., 2015). EI modelo se
caracteriza por tener capas convolucionales, que
operan mediante la aplicacion de filtros (kernels)
que recorren la matriz de entrada extrayendo
caracteristicas locales. Posteriormente, capas de
reduccion de dimensionalidad (pooling) conservan
las caracteristicas mas relevantes. Finalmente, una
capa de neuronas similar a una de un MLP combina
estas caracteristicas para emitir una prediccion
sobre la prospectividad mineral del area.
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Figura 4. Arquitectura tipica de una CNN.

En el mapeo de prospectividad mineral, las CNN
han mostrado eficacia al integrar informacion
geoldgica, alteraciones, firmas geoquimicas y
texturas espectrales. En el caso de las CNN de 1
dimension, las convoluciones se realizan entre las
variables, a diferencia de las CNN 2D donde las
operaciones se efectian entre los registros o
pixeles de la matriz. Por ejemplo, una CNN 1D
aplicada a datos geoquimicos superé a modelos
clasicos como Random Forest en la deteccion de
zonas Pb-Zn en Changba, China, siendo eficiente
sin requerir mapas espaciales (B. Li et al., 2023).

Por su parte, el uso de CNN 2D con patches
espectrales de imagenes satelitales (Farahbakhsh
et al.,, 2025) y CNN 3D para identificar zonas
alteradas y cuerpos minerales en profundidad
también ha mostrado resultados prometedores (X.
Li et al., 2023)

3.2.4. Graph Convolutional Network (GCN)

Las GCN (Kipf & Welling, 2017) son una extension
de las redes neuronales que trabajan
especificamente sobre grafos. Esto las convierte en
modelos muy atractivos para datos que presentan
relaciones  espaciales, topologicas o de
conectividad, como en la geologia o en la
distribucion de muestras minerales. En una GCN,
cada punto de muestreo se modela como un nodo,
y las conexiones entre ellos son llamadas aristas y
representan relaciones como cercania geografica,
pertenencia a una misma unidad litolégica o
correlacion  estructural.Este  modelo aprende
representaciones combinando la informacién de un
nodo con la de sus vecinos a través de operaciones
similares a convoluciones. Esta propagacion se
repite por capas, permitiendo que los nodos
integren progresivamente informacion de su
entorno geolégico mas amplio. Existen etapas clave
al aplicar este modelo, como construir la matriz de
adyacencia para indicar qué nodos estan
conectados entre si.

Las GCN son especialmente adecuadas para MPM,
ya que modelan no solo las propiedades locales,
sino también el contexto espacial mediante
estructuras de grafos, algo clave en la prediccién de
yacimientos minerales (Zuo & Xu, 2023). En la
actualidad, el uso de este tipo de red ha
demostrado ser efectivo y se puede ver en la
aplicacion de una GCN con atencién (Atten-GCN)
que alcanzd una precision del 96.59% en la
identificacion de zonas prospectivas de oro en
Yingfengjie, China (Rui et al., 2025).
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Figura 5. Arquitectura tipica de una GCN.
3.3. Configuracion de modelos

3.3.1. Validacién cruzada geoespacial

Una de las principales dificultades en problemas
referentes a mapeo prospectivo mineral (MPM) es
la distribucion altamente desbalanceada vy



espacialmente sesgada de los datos de ocurrencias
minerales. En este estudio, se parte de un conjunto
de datos conformado por 35 puntos con ocurrencias
de mineral conocidas de depésitos tipo porfido-
skarn de Cu y ~20,000 puntos sin conocimiento
sobre su mineralizacién. Esta distribucién
representa un problema clasico de desbalance de
clases y también introduce riesgos de fugas de
informacién espacial si se aplica una validacion
cruzada aleatoria convencional (Roberts et al.,
2017).

Debido a esto, se adoptdé una estrategia de
validaciéon cruzada basada en clustering espacial,
que consiste en aplicar el algoritmo k-means con
k=5 sobre las coordenadas geograficas (X e Y) de
las ocurrencias minerales (Figura 6). Este enfoque
permite dividir el espacio geografico en 5 regiones
mutuamente excluyentes que luego son utilizadas
como folds para validaciéon cruzada (Valavi et al.,
2019). Se utiliza k-means debido a que permite
preservar la autocorrelaciéon espacial inherente a
los datos geoldgicos, mediante la agrupacién de
ocurrencias geograficamente cercanas. Asimismo,
al aplicar k-means unicamente sobre las
ocurrencias se garantiza que cada fold tenga un
subconjunto representativo de los pocos puntos
positivos. Lo que permite una particion balanceada
del conjunto total. Este tipo de validacion cruzada
espacial, conocida como “spatial blocking”, ha sido
recomendada en estudios de modelamiento
ambiental y geoldgico debido a que permite la
generalizacion del modelo de manera realista a
nuevas regiones no antes vistas (Roberts et al.,
2017; Valavi et al., 2019).
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Figura 6. Mapa de 5 folds para validacién cruzada

3.3.2. Funciones de activacion

Las funciones de activacion son componentes
esenciales en redes neuronales, ya que introducen
la no linealidad que permite a los modelos aprender
representaciones complejas de los datos. En este
trabajo, se han empleado principalmente 2
funciones de activacion: Rectified Linear Unit

(ReLU) en las capas ocultas y Softmax en las capas
de salida.

1. ReLU: Se utilizé en todas las capas ocultas.
Esta funcion es ampliamente adoptada gracias
a su simplicidad computacional y por mitigar el
problema de desvanecimiento de gradiente que
afecta a funciones como sigmoid o tanh (Glorot
et al.,, 2011). Ademas, ReLU promueve una
activacion mas dispersa (sparse), lo que mejora
la eficiencia del modelo y su capacidad de
generalizacion (Nair & Hinton, 2010). Aunque,
puede provocar neuronas “muertas” que dejan
de aprender, propias de la naturaleza de la
funcién. Se define matematicamente como:

xif x>0

0ifx<0

Esto significa que cualquier entrada negativa se

convierte en 0, mientras que las positivas se

mantienen sin cambiar.

2. Softmax: Para la capa de salida de los
diferentes modelos se ha utilizado la funcién
Softmax. Esta transforma un vector de valores
arbitrarios (logits) en una distribucion de
probabilidad sobre las K clases. Se define
como:

ReLU(x) = max(x,0) = {

Zj
softmax(z); = K o7

j=1
A pesar de que el problema es binario (ocurrencia
de mineral o no), Softmax se emple6 en lugar de la
tradicional  Sigmoid porque permite tener
estabilidad numérica en ciertas implementaciones.
En algunos frameworks, la funcién Softmax ofrece
una implementacién mas estable de la mano de
funciones de pérdida como la entropia cruzada
(Goodfellow et al., 2016). Asimismo, esta funcion
considera la relacion entre clases. Puede generar
decisiones mas diferenciadas cuando las clases
estan altamente desbalanceadas, como es el caso.
Esto es util cuando se interpreta la salida como una
distribucion de probabilidad sobre hipotesis
espaciales (Murphy, 2012).
3.3.3. Arquitectura de modelos y seleccion de
hiperparametros

En esta seccion se describen las configuraciones
generales utilizadas para los modelos predictivos
evaluados en este estudio: RF, MLP, CNN y GCN.
Todos los modelos fueron disefiados con el objetivo
de estimar la probabilidad de ocurrencia de
depodsitos minerales tipo porfido-skarn, a partir de
informacion geoquimica, geofisica y espacial.Cada
modelo fue entrenado para maximizar el valor
promedio del Area Bajo la Curva ROC (AUC)
obtenida luego de haber evaluado el modelo en el
conjunto de prueba. La configuracion especifica de
hiperparametros seleccionados para cada modelo
se resume en la Tabla 1.



Tabla 1. Resumen de hiperparametros seleccionados para cada modelo

Modelo

Hiperparametros seleccionados

Random Forest

Compuesta por 50 arboles y el criterio de entropia para medir la calidad de las divisiones. Se
establecié una profundidad maxima de 10 niveles, una seleccion aleatoria de atributos usando
log2, un minimo de 5 muestras para dividir un nodo y al menos 2 muestras por hoja. El
muestreo se realizd con reemplazo (bootstrap = True).

Compuesta con 4 capas ocultas con 64, 64, 16 y 32 neuronas respectivamente. Se utilizé una
tasa de aprendizaje de 0.001 y un término de regularizacién L2 de 0.0032. El tamano del lote
fue de 64. Se aplicd una capa de dropout con una tasa de 29.3% antes de la capa final, como

Compuesta por 2 capas convolucionales con 31 y 25 filtros respectivamente, utilizando un
tamafio de kernel de 2x2. Cada capa convolucional fue seguida por una activacion ReLU, y
dropout con una tasa de 15.7%. El tamafio del lote fue de 128 y el aprendizaje se realiz6 con

MLP

mecanismo para mitigar el sobreajuste.
CNN

una tasa de 0.0001.
GCN

Se implementé con 2 capas convolucionales de grafos con 123 y 38 canales ocultos
respectivamente. Se aplicdé dropout con una tasa de 35.1% después de cada capa
convolucional. El entrenamiento utilizé una tasa de aprendizaje de 0.009 y un peso de

regularizacién L2 de 0.006.

*Los hiperparametros fueron obtenidos mediante optimizacion bayesiana utilizando la libreria Optuna en Python.
** Los hiperparametros fueron seleccionados mediante busqueda en malla utilizando GridSearchCV en Python.

Para todos los modelos basados en redes
neuronales (MLP, CNN y GCN), se utilizé la funcién
de pérdida Cross-Entropy, ampliamente empleada
en tareas de clasificacion, especialmente cuando
se interpretan las salidas como distribuciones de
probabilidad (Goodfellow et al., 2016).

En clasificacion multiclase con K clases y una unica
etiqueta correcta, el valor de pérdida se define
como:

k

Leg(p,q) = — Z p;log(q;) = —log (qy)

=1

Donde p es la distribucion verdadera (etiquetas
one-hot), g es la predicha (softmax(x)), y es la clase
correcta y qy su probabilidad predicha.

Debido al gran desbalance de clases, se optd por
darle pesos a cada una durante el entrenamiento
dentro de la funcién de pérdida.

Estos pesos fueron obtenidos con la siguiente
férmula:

n;
w; = 1,—
i

Donde ni es la cantidad de puntos sin ocurrencia de
mineral y mi es la cantidad de ocurrencias en el fold
i.

Por ultimo, como optimizador se empleé Adam
(Adaptive Moment Estimation), conocido por su
eficiencia computacional, bajo requerimiento de
memoria y buen desempefio en problemas con
gradientes escasos o ruidosos (Kingma & Ba, 2017)

3.3.4. Métricas de evaluacion

1. AUC: La curva ROC representa de manera
bidimensional el rendimiento de un clasificador.
Para poder comparar diferentes clasificadores,
se reduce el ROC a un unico valor escalar
calculando el érea bajo la curva ROC, abreviada
como AUC (Bradley, 1997; Hanley & McNeil,
1982), que representa el rendimiento esperado
del clasificador.

El AUC es una parte del area del cuadrado unitario,

por lo que su valor siempre estara entre 0y 1. La

estimacion aleatoria produce una linea diagonal
entre (0,0) y (1,1) y tiene un area de 0.5. Un
clasificador siempre deberia ser mejor que el azar,

es decir, su AUC deberia ser mayor a 0.5.

Esta métrica tiene una propiedad estadistica muy

relevante: el AUC de un modelo de clasificacion es

igual a la probabilidad de que este asigne un
puntaje mayor a una muestra positiva que a una
negativa (Fawcett, 2006), esto se define como:

AUC = P(score(X,) > score(Xy))

Es util en MPM porque evalua la capacidad del
modelo para distinguir entre zonas prospectivas y
no prospectivas, sin depender de un umbral de
decision fijo.Todo esto se logra gracias a que se
utiliza cada region (fold) previamente obtenida con
el algoritmo k-means como conjunto de pruebay las
4 regiones restantes como conjunto de
entrenamiento. Finalmente, se reporta el valor
promedio del AUC, métrica robusta para el
desbalance de clases (Bradley, 1997), para medir
el rendimiento de cada modelo.
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Figura 7. AUC promedio de cada modelo obtenido de la validacion cruzada con 5 folds: (a) RF, (b) MLP, (c) CNN y (d) GCN.

4. Resultados y discusién

La Tabla 2 presenta el rendimiento promedio de los
modelos evaluados (Random Forest, MLP, CNN y
GCN) en la validacion cruzada basada en clusters
espaciales (5 folds). La meétrica principal de
comparacion fue el Area Bajo la Curva ROC (AUC).

Tabla 2. Resultados promedio de los modelos (5
regiones- Validacién cruzada)

Modelo AUC promedio
Balanced Random Forest 0.89

MLP 0.912

CNN 0.901

GCN 0.907

Los modelos que obtuvieron un mejor desempefio
en la tarea de mapeo prospectivo fueron el MLP y
la GCN, alcanzando valores promedio de AUC de
0.910 y 0.907, respectivamente. Este resultado
sugiere que ambos modelos fueron altamente
efectivos para discriminar zonas con alta y baja
probabilidad de ocurrencia mineral, incluso en un
contexto de datos muy desbalanceados. EI MLP
logré capturar relaciones no lineales complejas
entre variables geoquimicas y geofisicas, mientras
que la GCN demostré ser util al incorporar la
estructura espacial del entorno a través de grafos.
Por su parte, los modelos Random Forest y CNN
también mostraron un rendimiento competitivo, con
AUC de 0.893 y 0.899 respectivamente, aunque
ligeramente inferior.

La Figura 7 muestra la comparacién entre las
curvas ROC de cada fold, para cada modelo. En
ella, se aprecia que todos los modelos tienen
dificultad distinguiendo entre clases en los folds 1,
3 y 4, y muy buena distincién en los 2 y 5. Esto,
presuntamente, se debe a la distribucién espacial
de los datos en tales regiones o a la calidad o
naturaleza de los datos. Teniendo zonas que no
brindan mucha informacion. Sin embargo, ello no es
un inconveniente para asegurar que los 4 modelos
tienen un buen desempefio separando ocurrencias
de no ocurrencias, ya que sus curvas son similares
para cada fold. MLP y GCN muestran los mejores

puntajes de AUC ponderado: 0.91 y 0.907,
respectivamente.

4.1. Distribucién de probabilidades

La Figura 8 muestra la distribucion de probabilidad
de ocurrencia predicha de los pixeles con
ocurrencia conocida (dorado) y de los que no tienen
ocurrencia conocida (gris), de cada uno de los
modelos. En general, las predicciones para las “no
ocurrencias” en todos los modelos estan
fuertemente agrupadas cerca de 0. Lo que indica
que los modelos tienen alta confianza de que esos
puntos son negativos. Por otro lado, las
predicciones para ocurrencias estan desplazadas
hacia la derecha, especialmente en el modelo
Random Forest (a) y GCN (d). Los modelos son
capaces de asignar altas probabilidades a la clase
positiva.

Los modelos MLP (b) y CNN (c), aunque tienen un
buen rendimiento, muestran mayor solapamiento
entre clases, no son capaces de discriminar en
algunos puntos del conjunto de datos. Tanto RF
como GCN muestran distribuciones mas
separadas, y una buena porcién de pixeles sin
ocurrencia conocida con alta probabilidad predicha,
que pueden ser zonas de interés para exploracion.
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Figura 8. Distribucion de probabilidad por existencia de
ocurrencias y modelo: RF (a), MLP (b), CNN (c) y GCN (d)
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Figura 9. Mapas de prospectividad generados por cada modelo: (a) RF, (b) MLP, (c) CNN, (d) GCN.

4.2.

Se generaron mapas de prospectividad para cada
modelo, a partir de sus predicciones de
probabilidad sobre el conjunto total de datos. En la
Figura 9 se muestran los mapas obtenidos para RF,
MLP, CNN y GCN, respectivamente. Los puntos en
rojo representan las ocurrencias de Cu conocidas,
mientras que los demas puntos en cada mapa
representan una probabilidad generada por uno de
los modelos.

El modelo RF se ajusta mas a toda la roca intrusiva
y le asigna una probabilidad promedio (60%) en
zonas alejadas de las ocurrencias, mientras que los
3 modelos de redes tienen una variacion gradual
clara desde los bordes del intrusivo hacia el centro
de este. Esto ultimo resulta coherente
geolégicamente, ya que, segun el modelo de
sistema mineral, las ocurrencias deberian venir del
intrusivo, seguir estructuras y depositarse en zonas
cercanas a los contactos con otras rocas. La falta
de variacion gradual hacia el centro del intrusivo en
RF evidencia que el modelo no identifica
correctamente este fenédmeno.

Todos los resultados apuntan a que los cuatro
modelos son capaces de separar las ocurrencias de
no ocurrencias de manera eficiente. No obstante,
GCN muestra un rendimiento mayor, ya que tiene
un AUC promedio alto, cubre los pixeles de
ocurrencia conocidos con probabilidades altas y
propone nuevas zonas con contexto geolégico mas

Mapas de prospectividad generados

coherente que los otros modelos. Por su parte,
CNN logra zonas mas regulares y definidas
espacialmente, lo cual puede ser util en etapas
iniciales de exploracion.

Con el modelo GCN entrenado con la data
completa, se generd un mapa de probabilidad y se
discretiz6 en 3 niveles de prospectividad: alto,
medio y bajo. Los umbrales entre cada categoria se
definieron observando la distribucién acumulada de
prediccion del modelo, e identificando los cambios
mas abruptos. Ello resulta en el mapa prospectivo
final. Finalmente, se cruzé el mapa con las zonas
no denunciadas (FUENTE), resultando en X km? de
area altamente prospectiva sin denuncios mineros.

5. Conclusiones y trabajos futuros

En base a lo expuesto en esta investigacion, se
concluye lo siguiente:

El modelo GCN tiene un mejor desempefio
general en el MPM de Cu al compararlo con los
modelos usados comunmente, convergiendo
con lo sugerido por Zuo and Xu (2023). CNN se
ajusta mas a zonas similares a las ocurrencias
y es util para exploracién temprana, MLP tiende
a sobreajustar y no dar probabilidades altas en
pixeles de ocurrencia conocida, y RF sigue
siendo una buena alternativa para evaluaciones
rapidas, a pesar de tener casi 24 anos al
momento de escribir esta investigacién. Esto
ultimo se alinea pertinentemente con lo
expuesto por Grinsztajn et al. (2022).



o El procesamiento de la data geoldgica sigue
siendo el proceso mas importante en el MPM.
En este trabajo, el 80% del tiempo se invirtié en
la correcta interpretacion de patrones
geoldgicos, estimacion de leyes de elementos y
compuestos, imputacion de data y compilacion
de mapas de evidencia; y que los modelos
tengan resultados similares en validacion
cruzada es un indicador de que la data es
consistente. Sin embargo, es conveniente
profundizar en la generacion de variables del
proceso de flujo (fallas y pliegues), ya que la
informacién  publica disponible no tuvo
correlacion con la variable objetivo del estudio.

e Las zonas de contacto entre intrusivos y otras
litologias, excluyendo la zona del nor-oeste del
mapa, tienen el mejor potencial prospectivo. Se
considera que el modelo  distingue
correctamente entre contactos con intrusivo
prospectables y no prospectables.

e La aplicacién de algoritmos de Inteligencia
Artificial en MPM es un campo de estudio muy
entusiasmante, ya que hay herramientas
unificadoras de informacién y predictoras de
libre acceso, como las utilizadas en esta
investigacion. Al disponer y combinar data
publica y privada (como estudios locales
cercanos a depdsitos minerales, muestras de
minas, reservas naturales, etc.), los resultados
pueden ser prometedores a una escala local.
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